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Neste artigo, abordamos o campo emergente do aprendizado de máquina quântico (AMQ) e suas aplicações
inovadoras. Exploramos uma visão geral das bases da mecânica quântica relevantes para o aprendizado de
máquina, destacando como os princípios quânticos podem ser utilizados para processar informações de maneira
mais eciente em comparação às abordagens clássicas. Discutimos o passo a passo de um exemplo de algoritmo
quântico utilizando Qiskit, comparando-o com seu análogo clássico. Abordamos as vantagens do AMQ, incluindo
o potencial de aceleração em problemas de grande escala e a capacidade de lidar com dados altamente
dimensionais. Por m, são discutidos os desaos atuais e as perspectivas futuras do campo, enfatizando seu
papel na transformação de diversos setores tecnológicos. Este artigo serve como uma introdução abrangente para
aqueles interessados em explorar a interseção entre aprendizado de máquina e mecânica quântica, destacando as
promissoras oportunidades que essa combinação oferece.
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In this article, we delve into the emerging eld of quantum machine learning (QML) and its innovative
applications. We provide an overview of the fundamentals of quantum mechanics relevant to machine learning,
highlighting how quantum principles can be harnessed to process information more eciently than classical
approaches. We discuss the step-by-step process of a quantum algorithm example using Qiskit, comparing it with
its classical counterpart. We address the advantages of QML, including the potential for acceleration in large-scale
problems and the ability to handle highly dimensional data. Finally, current challenges and future prospects of
the eld are discussed, emphasizing its role in transforming various technological sectors. This article serves as
a comprehensive introduction for those interested in exploring the intersection of machine learning and quantum
mechanics, highlighting the promising opportunities that this combination oers.
Keywords: Machine Learning, Quantum Computing, Algorithms.

1. Introdução

Nos últimos anos, o campo do aprendizado de máquina
(AM) tem testemunhado avanços notáveis que rede-
niram a forma como lidamos com dados e tomamos
decisões. Originado das raízes da inteligŸncia articial [1,
2], o AM vem evoluindo rapidamente, movendo-se além
de simples análises estatísticas para abordagens mais
sosticadas e automatizadas. Esse progresso tem sido
impulsionado por um aumento exponencial na disponi-
bilidade de dados e poder computacional, permitindo
que algoritmos aprendam padrões complexos e façam

*Endereço de correspondŸncia: naomy.gomes@usp.br

previsões precisas. A habilidade de máquinas em apren-
der padrões e melhorar seu desempenho com o tempo,
sem programação explícita, se mostra revolucionária em
diversos setores, desde a medicina até a indústria.

As vantagens do AM são amplas e impactantes [3].
A capacidade de analisar grandes volumes de dados em
tempo real, identicar tendŸncias ocultas e gerar insights
valiosos tem se traduzido em melhorias signicativas
na tomada de decisões empresariais e cientícas. Além
disso, a automação de tarefas rotineiras [4, 5] e a
detecção de anomalias [6–8] tŸm resultado em maior
eciŸncia operacional. O AM também tem se mostrado
vital em aplicações complexas, como diagnóstico mé-
dico [9–12], previsão climática [13, 14] e desenvolvimento
de veículos autônomos [15]. No entanto, à medida que
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enfrentamos desaos cada vez mais complexos, surgiu
um novo horizonte promissor no campo: o aprendizado
de máquina quântico (AMQ) [16–18]. Este representa
um avanço revolucionário que une os princípios da
mecânica quântica com as técnicas do AM tradicional.
Ao explorar a natureza única da computação quântica,
que aproveita estados superpostos e emaranhamento,
o AMQ demonstra um potencial extraordinário para
lidar com problemas que desaam a capacidade dos
computadores clássicos. O poder de processamento ex-
ponencialmente mais rápido e a habilidade de explorar
diversas soluções simultaneamente abrem portas para
abordagens inovadoras em áreas como otimização, si-
mulação molecular e análise de grandes conjuntos de
dados [19]. Mais recentemente, foi demonstrado [20] que
o AMQ pode fornecer como vantagem a capacidade de
lidar com um conjunto de dados limitado, ainda assim
apresentando boa performance. À medida que essa tec-
nologia emergente ganha destaque, é imperativo explorar
suas vantagens, utilidade e perspectivas, denindo um
novo paradigma no campo do AM e estendendo suas
aplicações a fronteiras anteriormente inexploradas.

Neste trabalho, queremos demonstrar o passo a passo
da construção de um algoritmo de AMQ para um caso
simples e bem conhecido, que é o de classicação com
a base de dados Iris, utilizando o framework Qiskit
(Quantum Information Software Development Kit) [21–
23]. O Qiskit é um conjunto de ferramentas de software
de código aberto desenvolvido pela IBM para progra-
mação, simulação e execução de algoritmos quânticos
em computadores quânticos reais ou simulados. Ele
fornece uma interface de programação amigável para
desenvolver e executar algoritmos quânticos em dife-
rentes plataformas de computação quântica. Com isso,
visamos proporcionar uma compreensão dos princípios
da computação quântica e suas aplicações na resolução
de problemas complexos. Além disso, vamos explorar as
potenciais vantagens e desaos da computação quântica
em relação à computação clássica.

Nosso trabalho está dividido como segue: na Seção 2
descrevemos o que é e quais os tipos de AM e denimos
quais métricas podem ser utilizadas para validar a
eciŸncia de um modelo; na Seção 3 descrevemos as
bases da computação quântica e os conceitos a ela
subjacentes; na Seção 4 apresentamos algoritmos de AM
e AMQ, denindo o passo a passo de cada um deles,
comparando suas vantagens e desvantagens. Por m,
fazemos um levantamento de tudo que foi demonstrado
e as conclusões na Seção 5.

2. Aprendizado de Máquina

As técnicas de modelagem preditiva tŸm desempenhado
um papel fundamental na análise de dados e na tomada
de decisões em diversos setores. Essas técnicas envolvem
a utilização de algoritmos e métodos estatísticos para
criar modelos que possam inferir padrões de dados e,

Figura 1: Tipos de aprendizado de máquina: a) supervisionado,
b) não supervisionado e c) por reforço.

assim, prever o comportamento futuro de determinado
fenômeno ou variável. Dentro do AM, essas técnicas
podem ser divididas em trŸs categorias principais, que
são o aprendizado supervisionado [24, 25], o aprendizado
não supervisionado [26] e o aprendizado por reforço [27]
(ver Figura 1). A primeira abordagem consiste em
fornecer dados reais rotulados, permitindo ao modelo
aprender a mapear os padrões e relacionamentos entre
esses dados de entrada e as saídas esperadas [28]. Essa
abordagem pode ser exemplicada por técnicas como
regressão linear [29, 30], regressão logística [31, 32] e
redes neurais articiais [33, 34]. Na segunda abordagem,
não há rótulos nos dados fornecidos, e o objetivo é encon-
trar estruturas, padrões ou agrupamentos intrínsecos nos
dados sem informações prévias sobre as saídas esperadas.
As duas técnicas mais destacadas nessa abordagem são
a associação e a clusterização [35]. A terceira abordagem
envolve um feedback positivo ou negativo conforme o mo-
delo aprende por meio de tentativa e erro. Os algoritmos
de Q-learning [36, 37] e SARSA (do inglŸs State-Action-
Reward-State-Action) [38] são duas das técnicas mais
utilizadas no aprendizado por reforço.

Dentre as técnicas de aprendizado supervisionado,
destacam-se as redes neurais articiais, que são modelos
computacionais inspirados na capacidade de processa-
mento do sistema nervoso biológico [39]. O primeiro
modelo de neurônio articial foi proposto por McCulloch
e Pitts em 1943, visando englobar as principais caracte-
rísticas de uma rede neural biológica: paralelismo e alta
conectividade [40]. Em 1958, Frank Rosenblatt descreveu
a forma mais simples de uma rede neural articial, o
perceptron [41]. Um perceptron processa a informação
da seguinte forma: recebe um vetor de entradas X,
representando as informações a serem mapeadas pelo
modelo, e atribui a cada entrada um peso sináptico W,
que é atualizado durante o treinamento para otimizar a
classicação. Os valores de X e W são então combinados
linearmente, somando-se também um viés (bias). Se
a soma ponderada mais o viés supera um limiar de
ativação θ, a informação é passada para uma função de
ativação apropriada, que gera a saída y do modelo. Os
pesos sinápticos são atualizados com base na diferença
entre a saída esperada (classe real) e a saída obtida
(classe prevista).

Devido à simplicidade do perceptron, ele só conse-
gue classicar problemas linearmente separáveis. Para
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resolver problemas não linearmente separáveis, foram
introduzidas camadas intermediárias (ocultas) nas redes
neurais articiais, resultando nos Perceptrons Multica-
madas (PMC). Assim como nos perceptrons simples, as
entradas nos PMCs são associadas aos pesos sinápticos
e processadas pela primeira camada neuronal, que gera
uma saída. Essa saída é então associada a um novo peso
sináptico e serve como entrada para a próxima camada
neuronal, até chegar à camada de saída. O número de
camadas ocultas e de neurônios em cada camada varia
conforme o problema a ser resolvido.

Os dados fornecidos ao modelo podem conter variáveis
categóricas e/ou numéricas. Quando a variável de saída é
numérica, utilizam-se técnicas de regressão, que estimam
um valor numérico de saída com base em um conjunto
de variáveis de entrada [42]. Se a variável de saída
é categórica, utilizam-se técnicas de classicação para
prever a classe ou categoria da variável de saída [43].
Essas técnicas, uma vez aplicadas a um conjunto de
dados, precisam de métricas de comparação de desempe-
nho, de modo que possamos ter uma medida objetiva e
quantitativa de quão bem um modelo está realizando as
previsões desejadas [44, 45]. O primeiro passo é construir
uma matriz de confusão, que simplica a visualização
dos resultados brutos dos algoritmos de classicação.
A matriz de confusão é uma tabela que indica os erros e
acertos do modelo, comparando a classicação prevista
com a esperada. Além disso, as métricas de comparação
de desempenho também podem ser usadas para sele-
cionar os recursos mais relevantes para um modelo e
para comparar o desempenho do modelo com diferentes
congurações de hiperparâmetros, auxiliando, assim, na
escolha dos melhores valores para eles. Algumas das
métricas mais conhecidas para problemas de classicação
são: acurácia, precisão, recall e F1-Score [46–48].

A acurácia mede a proporção de exemplos classicados
corretamente em relação ao total de exemplos no con-
junto de dados de teste, indicando a performance global
do modelo ao mostrar a porcentagem de previsões corre-
tas feitas. A precisão avalia quantas das classicações de
uma determinada classe foram feitas corretamente pelo
modelo, enquanto o recall (ou revocação/sensibilidade)
mede quantas das ocorrŸncias esperadas de uma classe
especíca foram corretamente identicadas. O F1-Score,
uma média harmônica entre precisão e recall, oferece
uma medida equilibrada do desempenho do modelo.
Todas essas métricas variam de 0 a 1, sendo que valores
mais próximos de 1 indicam melhor desempenho. Para
problemas de classicação multiclasse, essas métricas
são aplicadas a cada classe e depois agregadas para
fornecer uma avaliação geral do desempenho do modelo.
As equações a seguir trazem a denição matemática de
cada uma dessas métricas citadas:

Acurácia = V P

V P + FN + V N + FP
× 100%, (1)

Precisão = V P

V P + FP
× 100%, (2)

Recall = V P

V P + FN
× 100%, (3)

F1− Score = 2 ∗ Precisão ∗Recall

Precisão+Recall
× 100%, (4)

nas quais VP, VN, FP e FN, respectivamente, represen-
tam verdadeiros positivos, verdadeiros negativos, falsos
positivos e falsos negativos.

O R-quadrado (R2) [49], para tarefas de regressão,
mede a proporção da variabilidade dos dados que é ex-
plicada pelo modelo. Varia de 0 a 1, em que 1 indica um
ajuste perfeito do modelo aos dados. Matematicamente,
temos:

R2 = 1−
n

i=1

(ŷi − yi)2
(ŷi − ȳ)2 , (5)

em que yi são os valores reais, ȳ é a média dos valores
reais e ŷi são os valores preditos pelo modelo.

3. Bases da Computação Quântica

A computação quântica representa uma abordagem re-
volucionária para o processamento de informações, fun-
damentada nos princípios da mecânica quântica [50, 51].
Ao contrário da computação clássica, que utiliza bits
tradicionais como unidades fundamentais de informação,
a computação quântica se baseia em bits quânticos, ou
qubits [52], que podem existir em estados superpostos
e emaranhados. Essa capacidade única permite que os
computadores quânticos realizem cálculos exponencial-
mente mais rápidos do que seus equivalentes clássicos em
certas tarefas especícas. As bases teóricas da computa-
ção quântica incluem, portanto, conceitos como qubits,
superposição, emaranhamento, interferŸncia quântica e
decoerŸncia, que serão exemplicados a seguir. Para uma
abordagem mais completa, o leitor pode consultar o
trabalho de Alves e Felipe [53] e de Jesus et al. [22].

Qubit: Enquanto a computação clássica usa bits para
representar informações como 0 ou 1, a computação
quântica utiliza qubits |0⟩ e |1⟩, que podem existir em
múltiplos estados ao mesmo tempo, graças ao fenômeno
de superposição [50]. Isso permite que eles realizem
cálculos em paralelo, proporcionando uma vantagem
potencial na resolução de certos problemas. Matematica-
mente, para um estado quântico puro, temos uma função
de onda |Ψ⟩ dada por:

|Ψ⟩ = α |0⟩+ β |1⟩, (6)

em que α e β são amplitudes de probabilidade, que
podem ser números complexos, e possuem a seguinte
relação:

|α|2 + |β|2 = 1, (7)

o que garante que a probabilidade de medir um estado
ou outro seja 1.
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Superposição: Um qubit pode estar em uma combi-
nação linear de seus estados |0⟩ e |1⟩, como mostra a
Equação (6), o que signica que ele pode apresentar
ambos os valores simultaneamente, permitindo assim
que os computadores quânticos processem informações
de maneira paralela e mais ágil.

Emaranhamento: Qubits emaranhados estão corre-
lacionados de tal forma que o estado de um qubit
não pode ser descrito independentemente do estado do
outro. Como os qubits estão fortemente correlacionados,
mesmo que eles estejam separados por uma grande
distância, as medições feitas em um afetarão instanta-
neamente o estado do outro. Matematicamente, temos:

|Ψ⟩ = 1√
2
(|00⟩+ |11⟩), (8)

em que os estados |00⟩ = |0⟩ ⊗ |0⟩ e |11⟩ = |1⟩ ⊗ |1⟩
são estados emaranhados, o que signica que, se uma
medida resultar em |0⟩ (|1⟩), a outra necessariamente
será |0⟩ (|1⟩).
Portas Quânticas: Assim como as portas lógicas em
circuitos clássicos, as portas quânticas são operadores
que atuam nos qubits para realizar operações como
inversões, rotações e combinações lineares. Cada porta
quântica é representada por uma matriz unitária, que
descreve a transformação linear que ela aplica ao estado
do qubit. Essas matrizes unitárias são fundamentais para
o cálculo das operações que podem ser realizadas em um
computador quântico [54, 55].

InterferŸncia Quântica: Esse conceito se relaciona
à propriedade de interferŸncia, na qual diferentes ca-
minhos que um qubit pode seguir se combinam, in-
terferindo construtiva ou destrutivamente, dependendo
das fases dos caminhos. Isto ocorre devido à natureza
ondulatória da função de onda e é fundamental para
algoritmos como o de busca de Grover [56].

Medição Quântica: Ao medir um qubit, dizemos que
sua função de onda colapsa de seu estado de superpo-
sição da Equação (6) em um estado clássico 0 ou 1, o
que permite obter os resultados nais observáveis após
os cálculos quânticos.

DecoerŸncia e Correção de Erros: Qubits são susce-
tíveis a ruídos e decoerŸncia, esta sendo uma espécie de
perda de informação do sistema para o ambiente, o que
pode levar a erros. A correção quântica de erros é uma
área ativa de pesquisa para garantir a conabilidade dos
cálculos quânticos [57, 58].

4. Exemplos de Algoritmos de
Aprendizado de Máquina

4.1. Aprendizado de máquina clássico

Diferentemente dos métodos tradicionais de programa-
ção, em que os algoritmos são explicitamente denidos

pelo programador, no AM os algoritmos são projetados
para aprender automaticamente com os dados dispo-
níveis, adaptando-se e melhorando seu desempenho ao
longo do tempo.

Um dos principais pilares do AM é a utilização de
modelos estatísticos para representar e compreender os
dados [59]. Esses modelos podem variar desde técnicas
simples, como regressão linear [29, 30] e árvores de
decisão [60, 61], até modelos mais complexos, como
redes neurais articiais [33, 34] e máquinas de vetores
de suporte [62, 63]. O processo de treinamento de um
modelo de AM envolve a apresentação de dados de
treinamento ao algoritmo, que ajusta seus parâmetros
internos com base nos padrões observados nos dados, e
uma posterior apresentação de dados de teste, de modo
que o modelo faça a previsão em dados desconhecidos e
ela possa ser comparada aos resultados reais.

Tomemos como exemplo a base de dados Iris [64],
que é bastante conhecida. Esta base contém informações
sobre amostras de trŸs espécies de íris: setosa, virgínica
e versicolor, consistindo em quatro variáveis de entrada,
que são o comprimento da sépala da or, a largura
da sépala, o comprimento da pétala, a largura da
pétala, e a variável classicadora, possuindo um total
de 150 amostras, com 50 amostras para cada uma das
trŸs espécies. Este dataset é geralmente considerado
simples por várias razões. Primeiramente, sua pequena
escala, com apenas 150 amostras divididas em trŸs
classes igualmente distribuídas, facilita a manipulação
e a compreensão dos dados. O conjunto de dados é
caracterizado por uma baixa dimensionalidade, contendo
apenas quatro características para descrever cada amos-
tra, o que simplica a análise. Além disso, as classes
no conjunto de dados Iris tendem a ser bem denidas
e separáveis, tornando a tarefa de classicação relativa-
mente direta. Esses atributos tornam este conjunto uma
escolha comum para introdução a algoritmos de AM e
demonstrações de conceitos de classicação.

Podemos escrever um algoritmo de AM que, para
determinados valores das variváveis de entrada, ele pre-
veja qual a espécie correspondente. Para isto, podemos
utilizar o Google Colaboratory [65], de modo que não
seja necessário para o usuário instalar nenhum pacote
em seu computador. O código da Figura 2 começa
importando os pacotes da biblioteca Python Scikit-
learn [66] necessários para a construção do algoritmo
(linhas 2 a 6). A seguir (linhas 9 a 11), o conjunto
de dados Iris é carregado e separado entre variáveis de
entrada e variável classicadora. Na linha 14, dividimos
os dados aleatoriamente em conjuntos de treinamento
(80%) e teste (20%), usando random_state para garantir
a reprodutibilidade dos resultados do código. Nas linhas
17 a 19, usamos a função MinMaxScaler(), que trans-
forma os dados para que quem dentro do intervalo [0,1],
normalizando-os e evitando, assim, que características
com valores maiores dominem o aprendizado. Utilizando
como classicador uma árvore de decisão (Decision Tree
Classier, linha 22) [67, 68], cujo objetivo é dividir o
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Figura 2: Código Python para carregar o conjunto de dados,
treinar um algoritmo de AM usando árvore de decisão (Decision
Tree Classifer) e obter as métricas de desempenho acurácia,
precisão, recall e F1-Score.

conjunto de dados em subconjuntos menores, com base
nas características dos dados, de forma a fazer previsões
precisas, nós o treinamos no conjunto de treinamento
(linha 25) e fazemos previsões no conjunto de teste
(linha 28). Calculamos as métricas de desempenho do
modelo de acordo com as Equações (1) a (4), que já
vŸm implementadas no pacote sklearn.metrics, usando
as previsões feitas (y_pred) e os valores reais (y_test).
O parâmetro average especica a estratégia a ser usada
para calcular a métrica a partir dos resultados de cada
classe, neste caso, average=‘macro’ é usado, pois as clas-
ses tŸm o mesmo tamanho. Obtemos os valores de 97%
para todas as métricas, o que mostra o excelente ajuste
do modelo clássico aos dados. Para o dataset Iris, onde
as classes são equilibradas e o problema é relativamente
simples, destacamos que a acurácia serviria bem como
uma métrica principal, fornecendo uma avaliação clara e
direta da ecácia do modelo de classicação. Porém, em
aplicações mais complexas ou em datasets com classes
desbalanceadas, é importante olhar também a precisão,
recall e F1-Score [69, 70].

Podemos, também, usar redes neurais [33, 34] como
algoritmo de AM para prever as classes/espécies de
íris. Aqui, as redes neurais serão utilizadas principal-
mente pela sua semelhança com os algoritmos de AMQ.
A Figura 3 mostra o código utilizado para isto. Ob-
servemos que o código cou maior e mais complexo,
devido às características intrínsecas de uma rede neu-
ral. Neste código, começamos importando os pacotes

Figura 3: Código Python para carregar o conjunto de dados,
treinar um algoritmo de AM usando rede neural e obter as
métricas de desempenho acurácia, precisão, recall e F1-Score.

já utilizados anteriormente, mas também Sequential e
Dense da biblioteca Keras [71] para construir a rede
neural e to_categorical para converter os rótulos em
codicação one-hot, que atribui o valor 1 à classe cor-
respondente e 0 às demais, facilitando o processamento
pela rede neural (linhas 2 a 8). Nas linhas 11 a 13,
carregamos o conjunto de dados e separamo-lo, como
feito anteriormente, e na linha 16 fazemos a conversão
das classes para one-hot. A rede neural é inicializada
na linha 27 como uma rede neural sequencial, com uma
camada oculta de 10 neurônios (linha 28) cuja dimensão
de entrada é 4 (input_dim = 4), pois há 4 variáveis
neste dataset, e uma camada de saída de 3 neurônios
(correspondente às 3 classes no conjunto de dados Iris
- linha 29). A camada oculta usa a função de ativação
relu [72, 73], que é uma função usada para introduzir
não linearidades no modelo, e a camada de saída usa
softmax [74], que transforma os valores de saída em
probabilidades. Compilamos o modelo usando a perda
categorical_crossentropy e o otimizador adam [75], trei-
nando o modelo por 50 épocas com um tamanho de lote
de 5, sendo a época uma passagem completa por todo o
conjunto de dados de treinamento, e o lote o número de
amostras de treinamento que o modelo processa antes de
atualizar seus parâmetros. Por m, fazemos as previsões
no conjunto de teste (linhas 38 a 40) e calculamos as
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métricas de desempenho comparando as classes previstas
com as classes reais.

O modelo com a rede neural apresenta acurácia, recall
e F1-Score de 93%, e precisão de 94%, ligeiramente me-
nor do que as métricas obtidas com a árvore de decisão.
Ressaltamos aqui que pode haver ligeiras variações nos
valores das métricas, pois as redes neurais inicializam
pesos e parâmetros de forma aleatória.

4.2. Aprendizado de máquina quântico

O AMQ representa um domínio inovador que integra os
princípios da mecânica quântica com técnicas de AM,
prometendo avanços signicativos em uma ampla gama
de aplicações. No AMQ, os sistemas computacionais são
projetados para processar e analisar dados usando qu-
bits, as unidades fundamentais de informação quântica,
que possuem as propriedades descritas na Seção 3.

Novamente, nos voltaremos à base de dados Iris e apli-
caremos o AMQ utilizando o framework Qiskit [23]. Para
rodar o código no Google Colaboratory, é importante
que antes sejam instalados alguns módulos:

• !pip install pylatexenc,
• !pip install qiskit_algorithms,
• !pip install qiskit_machine_learning.

Feito isto, começaremos de maneira semelhante ao feito
para o caso do AM (ver Figura 4): primeiro importamos
as bibliotecas necessárias, incluindo as classes e funções
especícas para AMQ, bem como bibliotecas do scikit-
learn para trabalhar com a base de dados Iris (linhas
2 a 9). Nas linhas 12 a 14, carregamos o conjunto de
dados Iris, dividindo-o em variáveis de entrada e alvo,
como feito na Figura 2 e, da mesma maneira, dividimos
os dados em treino e teste na mesma proporção utilizada

Figura 4: Primeira parte do código Python de AMQ para
carregar o conjunto de dados e congurar o mapeamento dos
dados clássicos para estados quânticos.

anteriormente de 80% e 20%, respectivamente (linha 17).
Para garantir que todos os dados estejam na mesma
escala, novamente zemos a normalização (linhas 20
a 22) e, a partir deste ponto, inserimos no código a
conguração do circuito quântico que será usado para
mapear as variáveis dos dados de entrada para um espaço
quântico (linhas 28 e 29). Este mapeamento ocorre
primeiro pela transformação de bits (clássicos) em qubits
(quânticos), depois por uma introdução de correlações
quânticas entre os qubits. Notemos que, quando da
conguração do circuito quântico, precisamos denir o
número de qubits necessários. Este número é calculado
de acordo com a quantidade de variáveis de entrada,
o que, para o caso do dataset Iris, são 4 (notemos a
semelhança com o input_dim das redes neurais). Isto é
feito na linha 25 calculando-se o número de colunas dos
dados de entrada de treinamento.

A Figura 5 mostra o circuito quântico criado usando o
ZZFeatureMap e que mapeia as características dos dados
clássicos de entrada em um estado quântico. Podemos
ver os quatro qubits gerados (q0, q1, q2 e q3), que
representam as variáveis de entrada. Os quadrados azuis
com a letra H são as portas de Hadamard [76], que
transformam um único estado em uma superposição de
dois estados base, essencial para explorar o espaço de
estados quânticos. Logo após as portas H, temos os
quadrados roxos com a letra P, que são portas de fase
parametrizadas [76]. Estas são aplicadas a cada qubit
com parâmetros baseados nas características dos dados
clássicos e tŸm a forma P (2∗x[i]), em que x[i] representa
a i-ésima variável de entrada. Depois de aplicadas as
portas, começam as interações entre os qubits, que são
introduzidas usando portas CNOT (+) [77] e portas de
fase controladas (P) do tipo P (2∗(π−x[i])(π−x[j])), que
representam a interação entre os qubits qi e qj, modulada
pelas características x[i] e x[j]. Estas operações introdu-
zem emaranhamento entre os qubits, permitindo que o
circuito capture correlações entre as características dos
dados de entrada. As etapas aqui descritas (Hadamard,
rotações de fase e interações) podem ser repetidas ou
não. Aqui, escolhemos pela não repetição (o que é
congurado ao se escolher reps = 1 na linha 28 da
Figura 4). Cada repetição visa aumentar a complexidade
do estado quântico, permitindo capturar relações não

Figura 5: Esquema do circuito quântico que mapeia os dados
clássicos em estados quânticos.
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lineares mais complexas entre as características dos
dados. Porém, como foi dito anteriormente, o dataset é
simples, de forma que escolhemos apenas uma repetição.

Na Figura 6 vemos a segunda parte do código, que
foi aqui separado desta forma para ns didáticos. Nas
linhas 2 e 3, denimos o ansatz usando RealAmplitudes,
que é um circuito quântico cuja principal nalidade é
a de permitir a otimização dos parâmetros para resolver
problemas especícos, tais como a classicação (esquema
do circuito mostrado na Figura 7). Tal circuito pode
ser diretamente comparado às camadas de redes neurais
[78–80], tanto em termos de estrutura quanto de funcio-
nalidade. Suas portas quânticasRY tŸm parâmetros (que
são os θ[i] na Figura 7, com i = 0, 1, ▷ ▷ ▷ , 11) que podem
ser ajustados durante o treinamento para minimizar
uma função de custo especíca, capacidade essencial
para resolver problemas de otimização e classicação,
permitindo que o modelo quântico aprenda a partir de
dados de treinamento, da mesma forma que uma rede
neural ajusta seus pesos e vieses. Neste caso, escolhemos
um circuito com duas repetições (reps = 2 na linha 2 da

Figura 6: Segunda parte do código Python de AMQ que
dene o algoritmo quântico e calcula a capacidade de classicar
corretamente os dados de teste do dataset Iris.

Figura 7: Circuito quântico que realiza a otimização dos
parâmetros de forma a minimizar o erro.

Figura 6), o que signica que temos duas camadas com
parâmetros a serem ajustados.

Dentre os vários otimizadores disponíveis, tais como
Adam (Adaptive Moment Estimation) [75], Gradient
Descent [81–83], AQGD (Analytic Quantum Gradient
Descent) [84], utilizamos o otimizador COBYLA (Cons-
trained Optimization BY Linear Approximations - linha
6 da Figura 6) [85]. Os otimizadores são algoritmos cujos
objetivos são o de otimizar uma função em um espaço
de parâmetros. No caso do COBYLA, ele opera apro-
ximando a função objetivo por uma série de poliedros
lineares e ajustando iterativamente os parâmetros para
encontrar a solução ótima. Por não utilizar derivadas,
ele é particularmente útil em problemas onde a função
objetivo não é suave ou onde as derivadas são difíceis de
determinar. Para o dataset Iris, escolhemos o COBYLA
devido à complexidade potencial da paisagem de otimi-
zação quântica e pelo seu código mais simples, no qual só
denimos o número máximo de iterações (maxiter = 50).

Os algoritmos classicadores disponíveis no Qiskit
também são variados. Temos, por exemplo, o QSVC
(Quantum Support Vector Classier) [86], o Neural-
NetworkClassier [23] e o VQC (Variational Quantum
Classier) [87, 88]. Escolhemos este último pela sim-
plicidade maior do código. Na linha 9 da Figura 6
inicializamos o VQC denindo como parâmetros feature
map, ansatz e otimizador utilizados. A função VQC uti-
liza algoritmos variacionais para resolver problemas de
classicação, combinando técnicas de otimização clássica
com computação quântica para ajustar os parâmetros
de um circuito quântico de forma a minimizar uma
função de custo, similar ao treinamento de redes neurais
clássicas. Após a execução do circuito quântico, que
é treinado utilizando um simulador de computador
quântico, os resultados são medidos e comparados com
os rótulos reais dos dados de treinamento, e a função de
custo quantica o erro entre as previsões do modelo e os
valores reais.

Nas linhas 12 a 16, treinamos o algoritmo quântico uti-
lizando os exemplos inéditos do dataset de treinamento
e fazemos as previsões no conjunto de teste. Novamente,
na linha 19, importamos as métricas de desempenho já
pré-denidas pela biblioteca scikit-learn e calculamo-las
(linhas 21 a 24) utilizando os dados de teste. Imprimimos
os valores de todas as métricas, que para o caso do
algoritmo de AMQ são acurácia, recall e F1-Score de
87% e precisão de 81%.

5. Considerações Finais

Ao observarmos os códigos utilizados para o AM e o
AMQ, ca fácil notar a maior simplicidade dos primeiros
em relação ao último. O AMQ, por necessitar da etapa
de mapeamento dos dados clássicos em quânticos, acres-
centa alguma complexidade e demanda o conhecimento
básico de fundamentos da computação quântica.
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O leitor pode ser levado a acreditar, em um primeiro
momento, que todos os conceitos quânticos apresenta-
dos e tão promissores sejam uma garantia do sucesso
do algoritmo de AMQ frente ao seu análogo clássico.
Porém, o que foi aqui demonstrado e que pode ser
reproduzido por cada leitor, é que os modelos de AM
clássico apresentam melhor acurácia. Os motivos para
este aparente paradoxo são, no entanto, bastantes claros.
A codicação de dados clássicos em estados quânticos
pode introduzir uma complexidade adicional, sendo que
escolher o mapeamento correto é crítico e desaador, e
um mapeamento inadequado pode levar à perda de infor-
mações importantes. Além disso, os modelos quânticos
ainda estão em fases experimentais e podem não escalar
bem para alguns conjuntos de dados, em comparação
com modelos clássicos que já são bem otimizados para
determinados dados, como, por exemplo, o Iris. Também
podemos citar aqui que muitos algoritmos de AMQ
são conduzidos em simuladores quânticos clássicos, ou
seja, computadores clássicos que simulam computadores
quânticos e que podem ser lentos e limitados por recursos
computacionais clássicos. Isso impacta a capacidade de
realizar treinamentos extensivos e avaliações rigorosas de
modelos quânticos.

Com todas essas questões levantadas, é importante
notar que tanto a computação quântica quanto o AMQ
estão em um estágio de desenvolvimento inicial, espe-
cialmente quando comparadas aos seus análogos clás-
sicos já bem estabelecidos. No entanto, o campo da
computação quântica está avançando rapidamente, e
muitas das limitações atuais podem ser superadas à
medida que a tecnologia evolui. Por exemplo, a qualidade
dos qubits tem melhorado substancialmente. Empre-
sas como IBM e Google tŸm desenvolvido qubits com
tempos de coerŸncia mais longos e taxas de erro mais
baixas, como exemplicado pelo processador Sycamore
da Google, que alcançou a “supremacia quântica” ao
resolver um problema especíco mais rapidamente do
que o supercomputador clássico mais poderoso [89].
Além disso, o número de qubits nos processadores quân-
ticos está aumentando; IBM, Google e outras empresas
estão desenvolvendo chips com dezenas a centenas de
qubits [90, 91]. Outro elemento central para os avanços
computacionais habilitados por algoritmos quânticos é
a exploração do espaço de estados quânticos. A capa-
cidade de acessar um espaço de características quân-
tico exponencialmente grande, que só é ecientemente
acessível por um computador quântico, abre caminho
para uma possível vantagem. Neste sentido, tem havido
implementações teóricas e experimentais de algoritmos
que exploram esta questão [92, 93]. Por m, avanços
signicativos tŸm sido feitos em termos de generalização
com dados limitados, demonstrando que circuitos quân-
ticos parametrizados obtiveram uma boa generalização
com um número limitado de dados de treinamento [20], o
que é atualmente um desao signicativo no AM [94, 95],
sendo, portanto, um grande passo de superação para o
AMQ.

Portanto, enquanto o AM clássico ainda prevalece
em termos de métricas de desempenho e praticidade,
o futuro do AMQ é promissor, e a pesquisa contínua
pode levar a avanços signicativos que transformem a
paisagem atual do AM.

Torna-se, portanto, crucial compreender os fundamen-
tos da computação quântica e do AMQ. Assim como
contribuímos para o avanço do AM, possibilitando o
desenvolvimento de inteligŸncias articiais avançadas,
como o ChatGPT, é imperativo impulsionar o AMQ
para explorar todo o seu potencial. O AMQ tem a
capacidade de resolver problemas que são intratáveis
para computadores clássicos, destacando-se em áreas
como otimização, simulação de sistemas quânticos e
processamento de grandes volumes de dados. Portanto,
ao adquirirmos conhecimento e habilidades em AMQ, es-
tamos preparando o terreno para inovações signicativas
que podem moldar o futuro da computação e da ciŸncia.
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